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R�esum�e Dans le cerveau humain, les noyaux gris centraux jouent un rôle important dans
l’élaboration de tâches fonctionnelles. La segmentation de ces structures profondes permet
non seulement de mieux caractériser leur rôle mais aussi d’isoler des marqueurs de certaines
pathologies. Plusieurs méthodes iconiques et non iconiques ont été préalablement proposées
pour les segmenter à partir d’un seul contraste mais très peu se sont intéressées à l’utilisation
de plusieurs contrastes. Nous proposons dans ce papier une méthode de segmentation des
noyaux gris fondée sur un modèle déformable de régions en compétition qui se déforment de
manière homotopique en tenant compte d’informations provenant de différents contrastes.
Pour valider cette méthode, nous l’avons testée sur des données d’IRM anatomiques et de
diffusion de l’eau cérébrale.
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1 Introduction

La segmentation automatique des noyaux gris centraux du cerveau à partir de vo-
lumes IRM pondérés en T1 a fait l’object de nombreux travaux [4]. Toutes les approches
qui ont été proposées reposent sur des connaissances a priori sur l’anatomie du cerveau.
Ces approches se différencient par la modélisation des informations a priori et la méthode
de segmentation utilisée. Nous distinguons dans ce qui suit, 3 catégories d’approches. Un
premier groupe d’approches dites iconiques repose sur une image modèle segmentée ma-
nuellement et recalée sur l’image à traiter [4] : tout le problème de la segmentation est
ramené à un problème de recalage. Un deuxième groupe d’approches dites non iconiques
applique directement au volume d’intérêt un modèle déformable ou un algorithme de clas-
sification [4]. Des approches hybrides ont par la suite été développées qui utilisent à la
fois un volume modèle recalé sur le volume d’intérêt et soit un modèle déformable soit un
algorithme de classification[1,3,5].
La plupart de ces études utilisent des informations provenant d’une seule modalité ou
d’un seul contraste. Nous proposons dans ce papier une nouvelle méthode de segmenta-
tion hybride injectant l’information a priori provenant de différents contrastes dans un
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modèle déformable 3D paramétrique de régions en comptétition qui évoluent de manière
homotopique et guidées par un atlas probabiliste.

2 Méthode

La méthode de segmentation hybride que nous décrivons dans ce papier s’appuie
sur des informations a priori reposant sur un atlas probabiliste et sur des statistiques
calculées à partir d’une base d’apprentissage pour laquelle les structures d’intérêt ont
été étiquetées manuellement. Ces informations a priori sont par la suite injectées dans
un modèle déformable de régions mises en compétition. Dans un premier temps, nous
présenterons l’étape d’apprentissage puis nous détaillerons le modèle déformable utilisé.

2.1 Base d'apprentissage

Dans cette étude, nous avons utilisé la base NMR décrite dans [6]. Cette base comporte
13 sujets pour lesquels différentes acquisitions IRM ont été efféctuées. Les contrastes aux-
quels nous nous sommes intéressés dans le cadre de cette étude sont le contraste T1 et la
carte d’anisotropie fractionnelle (FA) calculées à partir de données pondérées en diffusion
acquises sur chaque sujet. Nous avons divisé cette base en 9 individus utilisés pour la phase
d’apprentissage et 4 individus utilisés pour tester et valider l’algorithme de segmentation.

2.2 Etiquetage manuel et atlas probabiliste

Pour chacun des 9 sujets de la base d’apprentissage, 12 structures ont été manuellement
étiquetées par un expert à partir des données anatomiques : les ventricules lateraux (LV),
les noyaux caudés (Cd), les putamens (Pu), les globus pallidus (Gp), les thalamis (Th), le
troisième ventricule (3V) et le quatrième ventricule (4V). Une fois la base étiquetée, nous
avons estimé diverses informations a priori sous forme de paramètres statistiques et de
probabilités d’appartenance à une structure.

Calcul des param�etres statistiques Pour chaque sujet et pour chaque structure l , nous
avons calculé des paramètres de forme ( volume V (l) et surface S(l) ) et des paramètres
caractéristiques des niveaux de gris. Les paramètres caractéristiques des niveaux de gris
sont calculés de manière différente pour les volumes pondérés en T1 et les cartes de FA.
En effet, les cartes de FA étant quantitatives, nous mesurons directement la moyenne
mF A(l) et l’écart type � F A(l) des niveaux de gris pour chaque structure l . En revanche, les
volumes pondérés en T1 sont non quantitatifs et dépendent des paramètres d’acquisition.
Pour s’affranchir de cette contrainte, nous avons utilisé les coefficients barycentriques � (l)
et � (l) introduis par [7] qui normalisent les niveaux de gris par rapport aux modes de la
matière blanche et de la matière grise.
Pour l’ensemble des paramètres de forme et d’intensité du niveau de gris, nous calculons
les moyennes mV (l), mS(l), mmF A(l) , mσF A(l) , mα(l), mβ(l) et les écart-types � V (l), � S(l) sur
l’ensemble des sujets de la base d’apprentissage.
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Calcul de l'atlas probabiliste Pour chaque sujet de la base d’apprentissage une trans-
formation rigide T permettant de passer du repère du sujet au repère de Talairach [7] est
calculée. Ces transformations permettent de placer tous les volumes dans un référentiel
commun et de calculer en chaque voxel le nombre d’occurrence de chacune des struc-
tures. Nous construisons ainsi un atlas probabiliste correspondant à un volume 4D dont
la quatrième dimension correspond aux différentes structures.

2.3 Mod�ele d�eformable et approche markovienne

La méthode de segmentation que nous utilisons est basée sur un modèle déformable
paramétrique de régions en compétition auquel est associée une énergie à minimiser .
Le volume initial est obtenu en seuillant l’atlas probabiliste afin de conserver pour chaque
structure tous les points dont l’occurrence est supérieure à 75% de l’occurrence maximale.
Ce volume d’étiquettes initial subit ensuite une transformation T−1 qui le ramène dans
le référentiel de l’image à segmenter. Enfin, pour chaque structure, seule la plus grande
composante connexe est conservée afin de préserver la topologie de l’ensemble. Pour chaque
structure, nous ne faisons évoluer que sa surface (que nous appelons le front) par ajout ou
suppression de points topologiquement simples [1,2,7]. Ces déformations visent à minimiser
l’energie suivante : E = EDonnees + EF orme + ERegularisation (1)

EDonnees est une énergie d’attache aux données qui regroupe les écarts à la moyenne des
niveaux de gris mc(l) de chacune des structures et pour chacun des contrastes :

EDonnees =
∑

c
K c
∑

l
V c

donnees(l), avec V c
donnees(l) = Wc(l)

∑

v

(I c(v) − mc(l))2

2� c(l)2 (2)

où K c est une constante permettant de donner plus ou moins d’importance à un contraste,
Wc(l) est une constante de pondération qui traduit le degré de confiance que l’on a sur
l’information de la structure l pour un contraste c donné, et I c(v) est l’intensité mesurée
au point v dans le volume de données du contraste c.
EF orme est une énergie de forme qui mesure pour chaque structure l : l’écart par rapport
au volume moyen mV (l), l’écart par rapport à la surface moyenne mS(l) et une fonction
de la probabilité d’appartenance à la structure en chaque voxel v.

EF orme = K v
∑

l
Vvolume(l) + K s

∑

l
Vsurface(l) + K a

∑

l
Vatlas(l), avec : (3)

Vvolume(l) =
(V (l) − mV (l))2

2� V (l)2 , Vsurface(l) =
(S(l) − mS(l))2

2� S(l)2 et Vatlas(l) =
∑

v
−log (p(Tl(v)))

(4)
ERegularisation est un terme de régularisation pondéré par K p permettant de gérer correcte-
ment les adjacences entre les structures à partir d’un modèle de Potts dont la représentation
matricielle K potts contient des coefficients d’adjacences permettant d’interdire les adja-
cences anatomiquement impossibles et d’autoriser les adjacences possibles :

ERegularisation = K p
∑

l

∑

v∈F (l)

∑

v′∈N(v)

K potts(l; l (v′))) (5)
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2.4 Minimisation de l'energie et convergence

La segmentation automatique des structures d’intérêt revient à trouver le volume
d’étiquettes qui minimise l’énergie (1). Nous partons donc du volume initial et nous ap-
pliquons un algorithme de minimisation qui permet d’atteindre le minimum de l’ener-
gie. De part sa construction, le volume initial est suffisamment proche de la solution re-
cherchée. Par conséquent, la minimisation de l’énergie peut être obtenue par un algorithme
déterministe de type ICM (Iterated Conditional Modes). Afin d’accélérer la convergence,
nous utilisons une approche multi-échelle à mi-résolution dans un premier temps puis à
pleine résolution. L’energie converge au bout d’un million d’itérations pour l’échelle la
plus grossière et de dix millions d’itérations pour la petite échelle. Au total le processus
de segmentation dure 5 minutes sur un processeur de 3.2Ghz.

2.5 Evaluation des performances

Pour évaluer la qualité de notre segmentation, nous avons comparé les segmentations
automatiques que nous avons obtenus sur les 4 sujets de test par rapport aux segmentations
manuelles. Nous avons choisi comme critères d’évaluation un critère de DICE quantifiant
l’intersection des volumes, et une distance maximale de Hausdorff entre les surfaces :

Dice (VM (l); VA(l)) = 2 ×
VM (l) ∩ VA(l)
VM (l) + VA(l)

(6)

Haus (VM (l); VA(l)) = max
(

max
m∈VM (l)

(

min
a∈VA(l)

d(m; a)
)

; max
a∈VA(l)

(

min
m∈VM (l)

d(m; a)
))

(7)

3 Résultats et discussion

3.1 Apprentissage

La figure 1 montre les cartes de probabilités obtenues pour chaque structure dans
le repère de Talairach. Cette figure illustre bien le fait que certaines structures comme
les thalamis sont plus stables entres les sujets, tandis que d’autres comme les ventricules
latéraux sont plus variables.

third ventriclelateral ventriclethalamusputamenglobus palliduscaudate

Fig. 1. Cartes d’occurrences des structures profondes calculées à partir de la base d’apprentissage
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3.2 Segmentation automatique sur la base de test

La figure 2 représente l’évolution de la segmentation aux deux échelles sur un sujet test
ainsi que le résultat final de la segmentation sur deux autres sujets test. Nous remarquons
que le volume initial est assez proche de la solution finale ce qui tend à valider l’utilisation
de l’ICM.

a

ed

b c

f

Fig. 2. Segmentation des structures à partir de données IRM pondérés en T1 et de cartes d’anisotropie
fractionnelle ; (a) volume initial du sujet test 1 ; (b) résultat de la segmentation à mi-échelle pour le
sujet test 1 ; (c) résultat de la segmentation à pleine échelle pour le sujet test 1 ; (d) résultat final de la
segmentation pour le sujet test 2 ; (e) résultat final de la segmentation pour le sujet test 3 ; (f) rendu 3D
de la segmentation finale des structures profondes pour le sujet test 1.

Le tableau 1 décrit pour chaque sujet et pour chaque structure les valeurs obtenues pour
les mesures de Dice et Hausdorff, en ne considérant que le contraste T1 ou la combinaison
des deux contrases T1 et FA.

Tab. 1. validation de la segmentation par comparaison avec la segmentation manuelle :
Dice(T1)/Hausdorff(T1)/Dice(T1+FA)/Hausdorff(T1+FA).

structure subject 1 subject 2 subject 3 subject 4
left LV. 0.68/5.0/0.69/5.0 0.73/6.4/0.75/5.9 0.82/24.5/0.82/24.5 0.84/5.7/0.84/5.1
left Cd 0.77/13.0/0.80/13.2 0.76/13.7/0.76/12.2 0.86/8.6/0.86/7.9 0.83/10.6/0.81/11.4
left Pu 0.79/4.1/0.80/5.0 0.84/5.5/0.82/6.4 0.69/5.7/0.72/5.5 0.77/5.1/0.81/5.7
left GP 0.75/3.0/0.75/3.3 0.74/4.6/0.72/4.1 0.67/4.0/0.67/4.0 0.66/7.3/0.65/7.3
left Th 0.82/5.0/0.84/4.0 0.75/5.4/0.77/5.4 0.87/3.5/0.87/3.2 0.80/5.0/0.79/6.0
right LV 0.70/20.2/0.70/20.3 0.71/7.2/0.75/8.6 0.90/25.3/0.90/25.3 0.80/7.2/0.80/7.1
right Cd 0.82/11.0/0.81/11.0 0.70/9.0/0.71/8.1 0.87/4.1/0.86/3.6 0.84/10.2/0.81/12.0
right Pu 0.85/4.1/0.86/4.2 0.72/7.0/0.77/6.1 0.75/4.0/0.77/4.0 0.75/7.0/0.82/4.2
right GP 0.80/4.0/0.82/4.2 0.70/8.1/0.67/7.3 0.72/4.4/0.73/4.6 0.55/6.3/0.65/6.4
right Th 0.90/3.0/0.87/3.6 0.72/6.5/0.73/5.1 0.89/3.2/0.88/3.2 0.74/6.1/0.68/6.4
3V 0.67/5.4/0.61/7.1 0.68/6.7/0.70/5.4 0.54/10.0/0.56/10.0 0.66/9.9/0.67/10.0
4V 0.79/5.4/0.76/6.5 0.50/6.4/0.47/7.6 0.79/5.4/0.80/5.4 0.80/9.9/0.78/6.7

3.3 Evolution des potentiels au cours de la segmentation

Les courbes d’évolution des potentiels au cours de la segmentation à pleine résolution
sont représentées en figure 3. Les coefficients de pondération des potentiels ont été réglé
de manière empirique : (K T1 ; K F A; K v ; K s; K a; K p) =

(
2; 2; 14 × 103; 11 × 103; 5; 0:4

)
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Fig. 3. Evolution de (a)l’énergie globale, (b)l’attache aux données pour le volume pondéré en T1,
(c)l’attache aux données pour les cartes de FA, (d)le potentiel lié à l’atlas probabiliste, (e)le potentiel
de volume, (f)le potentiel de surface, (g)le potentiel de régularisation de potts.

4 Conclusion
Dans ce papier, nous avons présenté une nouvelle méthode de segmentation de struc-

tures cérébrales profondes à partir de différents contrastes contraignant les déformations
des objets par un atlas probabiliste tout en préservant leur topologie. Nous avons testé et
validé cette méthode sur une base contenant à la fois des acquisitions pondérées en T1 et
des cartes d’anisotropie fractionnelle. L’adjonction du contraste FA permet de mieux seg-
menter des structures bordées par des faisceaux de matière blanche fortement anisotropes.
En effet, les fibres qui entourent les structures jouent un rôle de mur empêchant les fronts
des structures de se propager dans les faisceaux de fibres. Cet outil sera mis à disposition
des cliniciens pour effectuer des analyses morphométriques de ces structures dans le cas
de certaines maladies neurodégénératives.
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